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Abstract 
Introduction: Accurate forecasting of runoff and flooding to avoid 
human and financial losses is one of the most challenging tasks in 
hydrological studies of a given locale. Therefore, researchers have 
paid more attention to the development of accurate flood 
forecasting models, including the use of artificial intelligence 
methods. 
Methods: In this investigation, the efficiency of 3 models, ANN, 
GMDH and ARIMA, has been investigated in order to simulate the 
flood of a part of Halil river basin in Kerman province. ANN model is 
a non-linear modeling method that improves its performance over 
time. The GMDH composed code is an artificial intelligence model 
with exploratory self-organizing features, at the conclusion of which 
a complex system with optimal performance is formed. Composed 
ARIMA code builds a model to describe the structure of the data and 
then predict the time series. The input data to the above models 
included discharge, precipitation, temperature, wind and monthly 
humidity, and the simulated runoff values were compared with the 
observed values. 
Findings: In order to evaluate the accuracy of the models in this 
research, statistical indices were used and the results showed that 
the ANN model (RMSE=0.042, MSD=0.001, MAE=0.027) had the 
possibility to estimate the runoff with higher accuracy compared to 
the GMDH model (RMSE=0.068, MSD=0.005, MAE=0.056) and the 
ARIMA time series (RMSE=0.096, MSD=0.009, MAE=0.063) in the 
studied basin. The mean error in runoff estimation with ANN model 
has been reduced by 38.23% and 56.25%, respectively, compared to 
the values estimated with GMDH and ARIMA models. According to 
the results obtained in this study, the artificial neural network 
model has been able to show a better performance than the other 
two models in predicting the outputs due to its suitable structural 
ability to find the nonlinear relationship between the input and 
output data. 
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Extended Abstract 
Introduction  

Floods are one of the main known natural 
disasters in the world that have caused a lot 
of human and financial losses to 
communities. Therefore, according to what 
has been said, accurate estimation of water 
flow is of special importance in engineering, 
management and planning of water 
resources. (Flood control projects require 
accurate information on the maximum 
possible flood; therefore, the development of 
robust models for flood prediction is very 
important. Rainfall-runoff models are 
classified into two types: data-driven and 
knowledge-based. Knowledge-based models 
include information about all physical 
processes related to the behavior of the 
hydrological system, while data-based 
models are mainly based on measured data 
and seek the relationship between input and 
output parameters without considering the 
physical process. The advantage of using 
data-driven methods is the inclusion of 
inherent uncertainties in modeling. 
Therefore, in the present study, an attempt 
has been made to evaluate the accuracy of 
several data-driven models in predicting the 
rainfall-runoff process in a part of Halil River 
located in Kerman province. 
 

Materials and Methods  

In this study, in order to simulate and predict 
the runoff of a part of Halil River located in 
Kerman province, ANN artificial neural 
network toolbox, GMDH code written in 
MATLAB software and ARIMA time series 
were used. The input data in these models 
included precipitation, temperature, wind 
and monthly humidity of a previous period, 
from the water year of 1993 to 2015, 
Converted to normal data and the last two 
years are considered for forecasting. 
In this research, ANN model with the 
characteristics of Levenberg-Marquardt 
algorithm, FF network, BP supervised 
learning, TRAINLM training function and 
TANSIG transmission function and input 
layer with 4 neurons were used. 60% of the 
input data were used for training, 20% of the 
data for testing and 20% of the data were 
used for model validation. 

GMDH code written in MATLAB software 
was used to estimate runoff. The data is 
divided into two parts, training and testing, 
before the modeling process begins, the 
developed GMDH model was validated with 
Mackey-Glass time series. 
ARIMA time series was also used to estimate 
runoff. The purpose of time series analysis is 
to study time series and build a model to 
describe the data structure and then predict 
the future values of time series. Given the 
importance of time series forecasting, it is 
necessary to build an effective model to 
improve forecasting accuracy. Before 
constructing the model and to avoid false 
regressions, the stationary of the variables 
was first examined. For this purpose, the 
augmented Dickey Fuller (ADF) unit root 
test was used and the answer was one. Also, 
according to the standard errors obtained, 
the suitability of this model can be 
understood. Finally, ARIMA model (1,0,2) 
with Gaussian conditional probability 
distribution characteristics, constant 
coefficient of 0.0326962 and variance of 
0.00830729 were obtained. 
To evaluate the accuracy of ANN, GMDH and 
ARIMA models, the statistical indices of root 
mean square error (RMSE), mean squared 
deviation (MSD) and mean absolute value of 
error (MAE) were used. 
 

Findings 

Qualitative results of statistical indices for 
simulation of rainfall-runoff process show 
that the ANN, GMDH and ARIMA models with 
the following characteristics, respectively, 
had the highest accuracy in estimating 
runoff: 
 The constructed ANN model had a hidden 
layer with 5 neurons with the highest 
accuracy (RMSE = 0.042, MSD = 0.001, MAE 
= 0.027) in the rainfall-runoff process 
simulation. 
In modeling with GMDH algorithm, after 
verifying the model, the number of best 
selected neurons in each layer to enter the 
next layer was X = 0 · 2 L_1, which had the 
best performance. The results of the 
indicators obtained from this model are as 
follows: 
RMSE = 0.068, MSD = 0.005, MAE = 0.056 
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The results of statistical indices obtained 
from modeling with ARIMA time series, 
ARIMA model (1,0,2) with constant 
coefficient of 0.0326962 and variance of 
0.00830729, are as follows: 
RMSE = 0.096, MSD = 0.009, MAE = 0.063  
Comparison of runoff simulation diagrams at 
different intensities showed that the ANN 
model was able to provide a more accurate 
estimate of runoff at peak and low discharge 
points. 
 

Discussion 

The results presented in this study showed 
that the ANN model was able to estimate 
runoff in the basin with higher accuracy 
compared to other models. The ANN model 
has shown very good performance in 
training, validation and testing courses at 
peak and low flow rates, while the GMDH 
model has a significant difference in the peak 
flow estimation compared to the observed 
flow and has shown better performance at 
low flow. Because the training and validation 
stage of ARIMA model is different from the 
other two models, only the results of the test 
period are presented and for the calibration 
and validation period of ARIMA model 
according to the presented results and ADF 
test which is equal to one, the model can be 
qualified. But ARIMA model is less accurate 
in estimating runoff than the ANN and GMDH 
models. In general, the results show that the 
performance of the ANN model in estimating 
the runoff of the desired basin is acceptable 
and the best results of this model are 
obtained by considering 4 input parameters 
and 1 hidden layer with 5 neurons. The mean 
error in runoff estimation with ANN model 
was reduced by 38.23% and 56.25%, 
respectively, compared to the estimated 
values of GMDH and ARIMA models. 
According to the obtained results, it seems 
that the artificial neural network model, due 
to its appropriate structural ability to find a 
nonlinear relationship between input and 
output data, if high-precision data is used, 
has the ability to govern the process and 
conduct data well and show better 
performance in predicting outputs. 
 

Conclusion 

In the present study, the data of 
precipitation, temperature, wind and 
monthly humidity of a previous period in the 
statistical period of 1993 to 2015 of 
Konarouyeh station were used to model the 
rainfall-runoff process using ANN, GMDH, 
ARIMA models and statistical indicators to 
evaluate the accuracy of the models. Based 
on the results, all three models ANN, GMDH 
and ARIMA have the appropriate accuracy 
for modeling runoff in the basin. But the 
accuracy of ANN model (RMSE = 0.042, MSD 
= 0.001, MAE = 0.027) is higher than GMDH 
and ARIMA models for modeling and 
predicting runoff in this basin. It should be 
noted that the introduction of new models in 
the field of runoff estimation shows that 
currently a model that can show with 
certainty the best performance in runoff 
estimation, not yet been developed. 
Therefore, in the range of acceptable 
statistical values of a model, it is not a 
necessary and sufficient condition to select 
that model, so to choose the best model in an 
area, relying on a model cannot make the 
right decision, so according to what was said, 
the proposal Several models can be 
compared to simulate an area. 
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 قاله پژوهشیم

 های هوش مصنوعی و سری زمانی در تخمین روانابکاربرد مدل

 )مطالعه موردی: قسمتی از حوضه آبريز رودخانه هلیل( 
   4یکرمان ی، سودابه گلستان 3 ی، کورش قادر*2یاحمد ی، محمد مهد1صفات  یالهه فرود

 های آبی، بخش علوم و مهندسی آب، دانشگاه شهید باهنر کرمان، کرمان، ایران سازه رشته فارغ التحصیل مقطع کارشناسی ارشد .1
 بخش علوم و مهندسی آب دانشگاه شهید باهنر کرمان، کرمان، ایران. دانشیار 2
 . دانشیار بخش علوم و مهندسی آب دانشگاه شهید باهنر کرمان، کرمان، ایران3
 . استادیار بخش علوم و مهندسی آب دانشگاه شهید باهنر کرمان، کرمان، ایران4

 21/09/1400تاريخ دريافت: 

 20/01/1401تاريخ داوری: 

 15/06/1401يخ پذيرش: تار

 چکیده

بینی دقیق رواناب و سیلاب برای جلوگیری از خسارتهای جانی و مالی یکی از چالش برانگیزترین پیش :مقدمه

کارها در مطالعات هیدرولوژیکی یک منطقه میباشد. از این رو، توسعه مدلهای دقیق پیشبینی از قبیل روشهای 
 قرار گرفته است.هوش مصنوعی مورد توجه بیشتر محققین 

سازی سیلاب قسمتی شبیه جهت ARIMAو  ANN ،GMDHمدل  3در این تحقیق به بررسی کارآیی  :روش

سازی غیرخطی است که یک روش مدل ANNاز حوضه رودخانه هلیل رود در استان کرمان پرداخته شد. مدل 
های قابلیت خودسازماندهی یک مدل هوش مصنوعی با ویژگی GMDHبخشد. به مرور عملکرد خود را بهبود می

به  ARIMAگیرد. کد نوشته شده اکتشافی است که در انتهای آن سیستمی پیچیده با عملکرد مطلوب شکل می
های های ورودی به مدلپردازد. دادهبینی سری زمانی میها و سپس پیشساخت مدلی برای توصیف ساختار داده

شده با مقادیر مشاهداتی  سازیدما، باد و رطوبت ماهانه بودند و مقادیر رواناب شبیه رش،با ،یدبفوق شامل 
 مقایسه گردید.

استفاده شد و نتایج بدست  MAEو  RMSE ،MSD آماری هایشاخص از هاجهت ارزیابی دقت مدل ها:يافته

توانست  ANN (027/0=MAE(s/3m)و  042/0=RMSE ،2(s/3m)001/0=MSD(s/3m)) مدل آمده نشان داد

و  GMDH( =056/0MAEو  =068/0RMSE= ،005/0 MSD) در مقایسه با مدل رواناب را با دقت بالاتری 
 .در حوضه مورد مطالعه برآورد کند ARIMA( =063/0MAEو  =096/0RMSE= ،009/0MSD) سری زمانی

 ARIMAو  GMDHدر مقایسه با مقادیر تخمین زده شده با مدل  ANNمیانگین خطا در تخمین رواناب با مدل 
 درصد کاهش یافت. 25/56و  23/38به ترتیب 

باتوجه به نتایج بدست آمده در این مطالعه، مدل شبکه عصبی مصنوعی به سبب توانایی ساختاری  :گیرینتیجه

سته است کارایی بهتری نسبت به مناسب جهت پیدا کردن رابطه غیرخطی بین داده های ورودی و خروجی، توان
  دو مدل دیگر از خود نشان دهند.
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 مقدمه
بالا رفتن درجه حرارت زمین و تغییرات گسترده در چرخه آب و هوا 

شده و همچنین فراوانی این حوادث  یبارش دیباعث وقوع حوادث شد
به دلیل تغییر کاربری اراضی  ریناپذ مناطق نفوذبه علاوه وسعت  است.

که  است افتهی شیافزا ی در اغلب مناطقبارندگ دیشد عیو دفعات وقا
رود در یانتظار م(. 1شود )ی فراوان میهالابیس در نهایت سبب بروز

و رشد  ایسطح در شی، افزاییآب و هوا، جنگل زدا رییتغ لیبه دل ندهیآ
تا نهایتاً شود و  دیخسارات تشد نی، الیدر مناطق مستعد س تیجمع

 اردیلیبه دو م لیس یایدر برابر بلا ریپذ بیتعداد افراد آس 2050سال 
خسارات  وزبر در عامل مهمی (. وقوع سیلاب2) ابدی شینفر افزا
 که ها استجان انسان رفتناز دست  نیو همچن یو اقتصاد یاجتماع

ها رودخانه نییو پا هواقع در کنار تیمناطق پرجمع یخطر بالقوه برا کی
 ایسازه حفاظتی اقدامات(. از این رو لازم است که 3شود )محسوب می

. اگرچه اقدامات انجام شودها لابیس اثراتکاهش  یبرا یاسازهریو غ
، دهدیرا کاهش م لی( خطر سزهای)به عنوان مثال سدها و خاکر ایسازه

و بنابراین کارشناسان ببرد  نیتواند آن را به طور کامل از بیاما نم
ای هستند که سازهمدیریت سیلاب، خواستار توجه بیشتر به اقدامات غیر

-و کم ریپذبرگشت یسازوکارها کاهش دهد و بتواند خطرات سیلاب را

نظارت (. از جمله 2کند )فراهم  لیکاهش خطر س یرا برا یترنهیهز
 نانیاطم یمهم برا یاقدام که سطح آب رودخانه عیو هشدار سر قیدق

سطح  قیدق ینیبشیساکنان حوضه رودخانه است و پ یزندگ یمنیاز ا
و  یسازمدل(. در واقع 4) ی این منظور استبرا یاساس ازین شیآب پ

 دیحوادث شد یبرا یو آماده ساز تیریمد دیکل بلایس ی دقیقنیبشیپ
و  قیدق ،ها و هشدارهاینیبشیپ نیاست که ا نیا و مطلوب است لیس

(. لازمه این امر آن است که مدل ابتدا بر 5) در اسرع وقت انجام شود
های رویدادهای گذشته در هر منطقه به خوبی آموزش ببیند اساس داده

-(. اما از آنجا که در پیش6بینی کند )تا قادر باشد حوادث آینده را پیش

ها کاهش و عدم اطمینان افزایش بینیلند مدت، دقت پیشهای ببینی
یابد، لازم است با اجرای بیش از یک مدل و مقایسه نتایج، به مدل می

(. در این راستا 7بینی قابل اعتمادتری دست پیدا کرد )برتر و پیش
-تکنیک و آماری هایشعددی، رو هایمدل های مختلفی مانندروش

است و مطالعات انجام شده نشان  دسترس در ماشین یادگیری های
 ماشین مانند شبکه عصبی مصنوعی یادگیری هایدهد که تکنیکمی

(1ANN )ها، کنترل گروهی داده (2GMDH )های زمانی از و سری

برای ( 3ARIMA) جمله مدل خودهمبسته با میانگین متحرک یکپارچه

 فرآیندهای زیرا هستند. مناسب های هیدرولوژیکیپدیده بینیپیش
 غیرخطی و پیچیده بسیار ها، روابطیاین پدیده بر تأثیرگذار فیزیکی

 بین غیرخطی روابط شناسایی بالایی در ها تواناییدارند و این روش
 فرآیندهای ماهیت درک به نیاز بدون خروجی و ورودی متغیرهای

ها، وارد کردن مزیت استفاده از این روش (.8)باشند فیزیکی را دارا می
سازی است ها در مدلهای ذاتی موجود در متغیرها و دادهعدم قطعیت

 
1 -Artificial Neural Network (ANN) 
2 -Group Method of Data Handling (GMDH) 
3 -AutoRegressive Integrated Moving Average (ARIMA) 

و هرچند ممکن است توانایی کافی برای تفسیر فرآیندهای فیزیکی 
را به درون حوضه را نداشته باشند، اما اغلب رواناب خروجی حوضه 

ها در برخی (. دقت و توانایی این مدل9زنند )صورت دقیق تخمین می
از تحقیقات مورد توجه قرار گرفته است از جمله پورنعمت رودسری و 

 رواناب با استفاده از روش -سازی فرآیند بارش( به مدل1393همکاران )
GMDH و ANN آبخیز پلرود پرداختند. براساس نتایج  در حوضه

 ANNنسبت به مدل  945/0با ضریب رگرسیون  GMDH ایشان، مدل
رواناب  -سازی بارشعملکرد بهتری در مدل 895/0با ضریب رگرسیون 

سازی ( برای شبیه1396. عیسی زاده و همکاران )(9) این منطقه داشت
خودهمبسته،  های خطیرواناب ماهانه حوضه خرخره چای از مدل

خودهمبسته با میانگین متحرک و خودهمبسته میانگین متحرک 
 با ژن بیان ریزیبرنامه پرسپترون چند لایه، یکپارچه، شبکه عصبی

کرنل  تابع سه با پشتیبان بردار مدل ماشین و ریاضی تابع سیزده و چهار
استفاده کردند. نتایج ایشان نشان داد که مدل ساله  24طی یک دوره 

برای دوره واسنجی  84/0برابر با  RMSE ( با3,5پرسپترون چند لایه )
ترین مدل برای برای اعتبارسنجی، مناسب 86/0برابر با  RMSE و

 . (10) شبیه سازی رواناب ماهانه حوضه مذکور است
( با استفاده از مدل رگرسیون کمترین 1398بهیان مطلق و همکاران ) 

ساله،  25و در نظر گرفتن دوره آماری  ARIMA مربعات فازی و مدل
 سازی دبی ماهانه حوضه آبخیز کوه سوخته پرداختند و مدلبه شبیه

ARIMA را با NS  (11) به عنوان مدل کارا معرفی کردند 88/0برابر . 
های شبکه عصبی به بررسی مدل (2018) رانتساکری و همکا

بینی سیلاب های رگرسیون خطی چندگانه برای پیشمصنوعی و مدل
که مدل در نیویورک پرداختند. آنها بیان کردند  4رودخانه موهاکدر 

-در مقایسه با مدلبینی کارآمدتر شبکه عصبی مصنوعی یک مدل پیش

کند. با این حال، مدل رگرسیون خطی های رگرسیون خطی ارائه می
آنها اظهار  کند.یشده را فراهم م هیتجز یهاداده یکیزیف ریامکان تفس

 های زمانی و شبکه عصبی مصنوعیتجزیه سری یبیمدل ترکداشتند 
طر سیل برای خ ایبینی بهبود یافتهمدل پیش و دقت بسیار بالایی دارد

( با هدف توسعه 2020ر )اتبوسوم و د .(12) دهدرا ارئه می %96تا 
الگوریتم مختلف شبکه  5 بینی سیل با استفاده ازهای جدید پیشمدل

 5ای بر روی رودخانه آبرفتی در منطقه کشمیرعصبی مصنوعی، مطالعه
مارکوارت با میانگین  -شبکه عصبی لونبرگمدل و  هند انجام دادند
 .(13) معرفی کردند بهترین مدلرا به عنوان  002/0مجذور خطای 

بینی حساسیت سیل در حوضه ( به پیش2020دودانگه و همکاران )

 GMDH و SVR6 نکا در شمال ایران براساس-آبخیز منطقه هراز
SVR (36/0 – 29/0 =RMSE ) پرداختند. نتایج آنها نشان داد که مدل

GMDH (39/0 – 36/0=RMSE ) عملکرد بهتری نسبت به مدل
توان عملکرد این دو روش را در ترکیب با الگوریتم داشت و همچنین می

به طور قابل توجهی بهبود ( HS) و جستجوی هارمونی( GAژنتیک )

 بینی سیلاب با استفاده( به پیش2020دهانی و همکاران ) .(14) بخشید

4 -Mohawk 
5 -Kashmir 
6 -Support Vector Regression 
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های حداقل پرداختند. ایشان از داده 7در جزیره موریس ANN از مدل
و حداکثر دما، بارندگی و رطوبت هوا گرد آوری شده از یازده ایستگاه 

مدل استفاده کردند. نتایج  هواشناسی به عنوان اطلاعات ورودی به
توانست سیلاب را با دقت مناسبی)  ANNایشان نشان داد که مدل 

98/0 =2R )بینی ( به پیش2021بانو و همکاران ) .(15) تخمین بزند

( به 2021در هند و مندال و بیسواس ) 8سیلاب حوضه یامونا ناگار
در هند با استفاده از مدل  9رواناب حوضه رودخانه مایوراکشیبینی پیش

ANN  پرداختند و دقت قابل قبول این مدل در تخمین رواناب را گزارش
 (.71و  61کردند )

با  تغییرات جریان رودخانهبه بررسی نیز  (2022)خداخواه و همکاران 

در  GMDH و SARIMA ،LSSVM ،ANFIS هایاستفاده از روش

 مدلو ای واقع در استان گیلان پرداختند. دو حوضه آبریز رودخانه
SARIMA  همچنین آنها بیان  مدل معرفی کردند. بهترینرا به عنوان

بینی ماهانه جریان های تصادفی خطی برای پیشداشتند که مدل
  .(81) تر استها مناسبانه در این منطقه نسبت به دیگر مدلرودخ

 های دقیقو مدل امروزی نیاز به الگوهای مناســب در جوامع پیشرفته
خانگی،  کشاورزی، آب هایی از جملهبخش ب دراتبدیل بارش بــه روان

های هشدار و مهار بینی و ســامانهپیش برداری از مخزن ســدها،بهره
و در این  های مالی و جانی مشهود استآسیبب برای کاهش لاسی

های هوش مصنوعی ابزاری بسیار کارآمد های زمانی و مدلراستا سری
با داشتن شناخت کافی  های هیدرولوژیکی هستند وبرای مطالعه پدیده

-مدلبا دقت مناسب آینده را  رها داین پدیده توان تغییراتها میاز آن

(. اما ضروری است که با توجه به خصوصیات 91) بینی کردسازی و پیش
های مختلف مورد مطالعه بیشتر قرار هر حوضه، توانایی و دقت مدل
ترین مدل در شرایط خاص هر منطقه گیرد تا بتوان به انتخاب مناسب

 GMDH و ANN های داده محوربا توجه به ماهیت مدل دست یافت.
ترتیب براساس عملکرد شبکه عصبی مغز و مبنای ریاضی توسعه ه که ب
است های حوضه آبریز مورد مطالعه، فرض شده و میزان داده اندیافته

در به همین منظور . توانند عملکرد مطلوبی داشته باشندمیها مدلکه 
 در مقایسه GMDH و ANN هایارزیابی دقت مدل تحقیق حاضر به

در تخمین رواناب بخشی از حوضه هلیل رود  ARIMA با سری زمانی
 واقع در استان کرمان پرداخته شده است.

 

 هاو روش هاداده
ز جعبه ابزار بینی رواناب اسازی و پیشدر این تحقیق به منظور شبیه

افزار محیط نرم نوشته شده در GMDH کدشبکه عصبی مصنوعی، 
MATLAB و سری زمانی ARIMA  در حوضه آبریز هلیل رود

 استفاده گردید که در ادامه به بیان روش کار پرداخته شده است.
 

 معرفی حوضه مورد مطالعه
هلیل رود بزرگترین رود جنوب شرق ایران است که در استان  رودخانه

باشد. با توجه جازموریان می -ی هامونکرمان واقع شده و زیر حوضه
توان گفت این به مساحت حوضه آبریز تحت پوشش رودخانه هلیل، می

مورد مطالعه در  باشد. حوضهترین منبع آبی منطقه میرودخانه اصلی
های حوضه کیلومتر مربع از زیر حوضه 3711/7تحقیق حاضر مساحت 

گیرد. رودخانه اصلی این حوضه از آبریز رودخانه هلیل را دربر می
سرشاخه رودخانه سلطانی شروع و به ایستگاه هیدرومتری کناروئیه با 

 1456شرقی و ارتفاع  57° 14' 23"شمالی،  28° 51' 31"مختصات 
( ارائه شده 1یابد که بخشی از اطلاعات آن در )جدول متر خاتمه می

باشد که موقعیت یز میاست. منطقه کناروئیه دارای ایستگاه هواشناسی ن
( نشان داده شده است. اطلاعات مورد استفاده 1ها در )شکل ایستگاه

در این تحقیق شامل دبی، بارش، دما، باد و رطوبت به صورت ماهانه از 

( بودند Sep. 2015) 2015( تا سال آبی Oct. 1993) 1993سال آبی 

 ای کرمان دریافت شد. که از شرکت آب منطقه
 

 
 : موقعیت حوضه آبريز مورد مطالعه1شکل 

 
7 -Mauritius 
8 -Yamuna Nagar 

9 -Mayurakshi 



 های هوش مصنوعی و سری زمانی در تخمین رواناب )مطالعه موردی: قسمتی از حوضه آبريز رودخانه هلیل(کاربرد مدل

 61 فصلنامه علمی- پژوهشی مهندسی منابع آب. 1402؛ 16 )58(: 55-68

 

 مطالعه مورد رودخانه اطلاعات: 1 جدول

 (s/3m) متوسط دبی (mmمتوسط سالانه بارندگی ) (°Сحداقل دما سالانه ) (°Сمتوسط دما سالانه ) (°С) حداکثر دما سالانه

8/29 9/20 12 42/182 42/3 

 های استفاده شده برای شبیه سازی روانابمدل

 ANNمدل 
جعبه ابزار شبکه عصبی مصنوعی  در این روش برای تخمین رواناب از

استفاده شد. شبکه عصبی مصنوعی یکی از  MATLAB در نرم افزار
ها به سازی است که عملکرد خود را در انجام فعالیتهای مدلروش

ها است های غیر خطی توزیع دادهدهد و از جمله روشمرور بهبود می
های خطی نشان که به خوبی ارجحیت و برتری خود را در قیاس با روش

ای از عناصر ساده به نام داده است. یک شبکه عصبی مصنوعی شبکه

کنند ها ایجاد مینرون است که ورودی را دریافت و تغییراتی در ورودی
سازی در این مدل (.20)کنند های شبکه را تولید میو سپس خروجی

 %20ها برای تست و داده %20ی برای آموزش، های ورودداده 60%
ها برای اعتبارسنجی مورد استفاده قرار گرفت. دو سال آخر نیز برای داده

 افزارها در نرمبینی مدل در نظر گرفته شد. پس از فراخوانی دادهپیش
MATLAB ،های زیر ای با خصوصیتسازی انجام و شبکهمدل

 ( تشکیل شد.2)جدول 

 ANNهای مدل : خصوصیت2جدول 

 الگوریتم نوع شبکه قانون یادگیری تابع آموزش تابع انتقال لایه پنهان تعداد نرون

5 1 TANSIG TRAINLM BP FF Levenberg-Marquardt 

های ورودی در این مدل شامل بارش، دما، باد و رطوبت ماهانه داده
بود که با استفاده از رابطه  2015تا  1993یک دوره قبل از سال آبی 

 ( به نرمال تبدیل شدند.  1)

(1) 𝑋𝑛 =
𝑥 − 𝑥𝑚𝑖𝑛

𝑥𝑚𝑎𝑥 − 𝑥𝑚𝑖𝑛
 

 𝑋𝑚𝑎𝑥 و 𝑋𝑚𝑖𝑛 داده هر سری و 𝑋 داده نرمال شده، 𝑋𝑛 (،1در رابطه )
در این (. 9)باشند به ترتیب کمترین و بیشترین مقدار در هر سری می

نرون بود و پس از اجرای مدل با توجه به  4شبکه، لایه ورودی شامل 
 نرون بود. 5ها، جواب بدست آمده دارای یک لایه پنهان با داده

 

 GMDHمدل 
 نوشته شده در محیط GMDH تخمین رواناب از کددر این روش برای 

MATLAB استفاده گردید. کد توسعه داده شده GMDH  یکی دیگر
سازی است که در این رویکرد از الگوریتمی تکرار های مدلاز روش

شود که شامل تولید و افزوده شدن شونده و افزایشی استفاده می
ترکیب این ساختارهای  ساختارهای پایه بسیار ساده است و به مرور با

 گیرد که دارای عملکردی مطلوبساده، سیستمی پیچیده شکل می
براساس تجزیه سری توابع ولترا  GMDH است. مبانی ریاضی الگوریتم

ریزی شده که برای بیان ارتباط بین متغیرهای ورودی و خروجی پایه
 -ای گسسته شده کولموگروفاست. این سری توابع مشابه با چند جمله

 (.21)به شرح زیر است  10گابور

(2) y = a0 + ∑ aixi + ∑ ∑ aij
m
j=1 xixj +m

i=1
m
i=1

∑ ∑ ∑ aijk
m
k=1

m
j=1 xixjxk +m

i=1  …                             
 

 
10 -Gabor – Kolmogorov 

ها بردار وزن 𝐴 (𝑎1, 𝑎2, ..., 𝑎𝑚) = ضریب ثابت،𝑎0  که در رابطه فوق
پس از (. 9)بردار متغیرهای ورودی است  𝑥𝑚...,  ,𝑥2, 𝑥1= ( 𝑋( و

ساختن شبکه، عملکرد به صورتی است که خروجی هر لایه به عنوان 
ای به ها از لایهشود. تابع انتقال نرونورودی لایه بعد در نظر گرفته می

و یا غیرخطی به صورت  ای خطیتواند به صورت چندجملهلایه دیگر می
ها هستند ایضرایب این چندجمله 𝑤5تا  𝑤0 ( باشد که4( و )3روابط )

(22.) 
(3) y = g(x1 ، x2) = w0 + w1x1 + w2x2   

 
(4) y = g(x1 ، x2) = w0 + w1x1 + w2x2 + w3x1

2

+ w4x2
2 + w5x1x2 

 
شده در هر لایه که خطای های تولید در این کدنویسی باید بهترین نرون

های ورودی در کمتری دارند را انتخاب و به لایه بعد منتقل کرد. داده
این مدل نیز شامل بارش، دما، باد و رطوبت ماهانه یک دوره قبل از 

( به نرمال تبدیل 1بود که با استفاده از رابطه ) 2015تا  1993سال آبی 
یم و دو سال آخر برای ها به دو بخش آموزش و تست تقسشدند. داده

های سازی، تعداد بهترین نرونبینی در نظر گرفته شد. در این مدلپیش
𝑋 منتخب هر لایه برای ورود به لایه بعد به صورت = 0 · 2 𝐿1  بود

سازی، به که بهترین عملکرد را داشت. قبل از آغاز فرآیند مدل
 با سری زمانی GMDH اعتبارسنجی مدل توسعه داده شده

Mackey_Glass .پرداخته شد 
 

 GMDH صحت سنجی مدل توسعه داده شده
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-Mackey توسط معادله دیفرانسیلی GMDH اعتبارسنجی مدل

Glass باشد:مورد بررسی قرار گرفت. این معادله به صورت زیر می  

(5) 𝑑𝑥(𝑡)

𝑑𝑡
=

𝑎𝑥(𝑡 − 𝜏)

1 + 𝑥10(𝑡 − 𝜏)
− 𝑏𝑥(𝑡)   

است و شرایط اولیه  0/ 1و  0/ 2 ترتیببه  b و a در این رابطه مقادیر

نظر گرفته  و مقادیر منفی برابر با صفر در 2/1x(0)=  ،17=τ به صورت

 tسازی از مقادیر گذشته سری زمانی تا زمان در این مدل(. 23)شدند 
استفاده شد. در  t + p بینی مقادیر سری زمانی در گام زمانیبرای پیش

-x(t-18), x(t} هاورودیانتخاب شد؛ در حالی که  = p 6این تحقیق 

12), x(t-6), x(t)} هستند، سری زمانی Mackey_Glass برای زمان 

x(t+6)  500جفت داده اولیه برای آموزش و  500محاسبه گردید. از 
 جفت داده باقی مانده برای تست استفاده شد.

 

 ARIMA مدل

نیز برای تخمین رواناب  ARIMA حاضر از سری زمانیدر تحقیق 
-مطالعه سری، زمانی هایسری تحلیل و تجزیه از استفاده گردید. هدف

-پیش سپس و هاداده ساختار توصیف برای مدلی ساخت و زمانی های

 بینیپیش اهمیت به توجه است و با زمانی هایسری آینده مقادیر بینی
 بینیپیش دقت بهبود هدف با موثر مدل یک ساخت، زمانی سری

در تحقیق حاضر در محیط  ARIMA  سری زمانی (.42)است  ضروری
های ورودی در این مدل نیز شامل نوشته شد. داده MATLAB افزارنرم

تا  1993بارش، دما، باد و رطوبت ماهانه یک دوره قبل از سال آبی 
( به نرمال تبدیل شدند و دو سال 1که با استفاده از رابطه ) بود 2015

 بینی در نظر گرفته شد. پس از طی مراحل بالا، مدلآخر برای پیش
ARIMA(1,0,2)   ( برای شبیه سازی 3با مشخصات زیر )جدول

  رواناب ساخته شد. -فرآیند بارش

 

 ARIMA های مدل: خصوصیت3جدول 

 p d q واریانس ضریب ثابت توزیع احتمال شرطی

Gaussian 0326962/0 00830729/0 1 0 2 

 

ابتدا مانایی ، های کاذباز رگرسیون پرهیزبرای  و ساخت مدلقبل از 
که برای این منظور از آزمون ریشه  گرفتمتغیرها مورد بررسی قرار 

این . با استفاده از گردیداستفاده  (ADF) تعمیم یافتهواحد دیکی فولر 
 (.52)شود مانایی و یا واگرایی سری زمانی بررسی می ،آزمون

 

 هامدل دقت ارزيابی

-از شاخص ARIMA و ANN ،GMDH هایبرای ارزیابی دقت مدل

میانگین مجذور  ،(RMSE) های آماری جذر میانگین مربعات خطا
( 6مطابق روابط )  (MAE) و میانگین قدرمطلق خطا(MSD)  انحراف

 (  استفاده شد. 8الی )
(6) 

𝑅𝑀𝑆𝐸 = √
∑ (𝑄𝑜𝑏𝑠

𝑛
𝑖=1 −𝑄𝑠𝑖𝑚)2

𝑛
 

 
(7) 

𝑀𝑆𝐷 =
∑ (𝑄𝑜𝑏𝑠 − 𝑄𝑠𝑖𝑚)𝑛

𝑖=1
2

𝑛
 

 
(8) 

𝑀𝐴𝐸 =
∑ |𝑄𝑜𝑏𝑠 − 𝑄𝑠𝑖𝑚|𝑛

𝑖=1

𝑛
 

 
سازی مقدار دبی شبیه simQ مقدار دبی مشاهداتی، obsQ در روابط فوق

مقادیر  نزدیکی (.91)باشد میانگین می μ ها وتعداد کل داده n شده،
دهنده دقت بیشتر مدل در  های مذکور به صفر، نشانحاصل از شاخص

 تخمین رواناب منطقه است.

 

 و بحث جينتا

  ANN ،GMDH هایبینی مدلدر این تحقیق به بررسی عملکرد پیش
برای تخمین رواناب قسمتی از حوضه آبریز هلیل رود  ARIMA و

 پرداخته شد.

رواناب  -سازی فرآیند بارشارزیابی شبیههای شاخصنتایج  4جدول
دقت  ANNمدل  4ارائه داده است. طبق نتایج جدولهای فوق را مدل

و  042/0=RMSE ،2(s/3m)001/0=MSD(s/3m)) بالاتری

(s/3m)027/0=MAE) نسبت به مدل ((s/3m)068/0=RMSE ،
2(s/3m)005/0= MSD  و (s/3m)056/0=MAE) GMDH و 

((s/3m)096/0=RMSE ،2(s/3m)009/0=MSD و 

(s/3m)063/0=MAE) سری زمانی ARIMA در تخمین رواناب 

 و ANN مدل خروجینمودار  2شکل .داشته استحوضه مورد مطالعه 
 2دهد. براساس شکلان مینشمشاهداتی ایستگاه کناروئیه را  دبی

موزش، اعتبارسنجی و تست های آدر دوره ANN مشخص است، مدل
کم عملکرد بسیار مناسبی از خود نشان  دبی هم در دبی پیک و هم در

مشاهداتی  دبیو  GMDH مدل خروجینمودار  3شکل داده است.
مشخص است،  3دهد. باتوجه به شکلایستگاه کناروئیه را نشان می

ش، اعتبارسنجی و تست در تخمین های آموزدر دوره GMDH مدل
 دبیو در مشاهداتی دارد  دبییک اختلاف قابل توجهی نسبت به پ دبی

. به دلیل اینکه مرحله آموزش لکرد بهتری از خود نشان داده استکم عم
 با دو مدل دیگر متفاوت است، در ARIMA و اعتبارسنجی مدل

فقط نتایج دوره تست ارائه شده است و برای دوره واسنجی و  4جدول
و  5باتوجه به نتایج ارائه شده در جدول ARIMA اعتبارسنجی مدل

 توان به شایستگی مدلتست که برابر با یک شد، می ADF آزمون
ARIMA(1,0,2) .ساخته شده پی برد 
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 ARIMAو  ANN ،GMDH رواناب با مدل -سازی فرآيند بارشهای ارزيابی شبیه: شاخص4 جدول

 مدل معیار آموزش اعتبارسنجی تست

042/0 039/0 089/0 /s)3RMSE (m  

001/0 001/0 008/0 2/s)3MSD (m ANN 

027/0 029/0 051/0 /s)3MAE (m  

068/0 038/0 132/0 /s)3RMSE (m  

005/0 001/0 017/0 2/s)3MSD (m GMDH 

056/0 029/0 082/0 /s)3MAE (m  

096/0 _ _ /s)3RMSE (m  

009/0 _ _ 2/s)3MSD (m ARIMA 

063/0 _ _ /s)3MAE (m  

 
 و دبی مشاهداتی ايستگاه کناروئیه ANNمدل  خروجی: مقايسه نتايج 2شکل 

 

 
 و دبی مشاهداتی ايستگاه کناروئیه GMDHمدل  خروجی: مقايسه نتايج 3 شکل
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 ARIMA : پارامترهای مدل5جدول 
 پارامتر مقدار پارامتر خطای استاندارد Tآماره 

710/1 24812/0 424418/0 AR (1) 

05212/1 26725/0 281178/0 MA (1) 

524327/0 190022/0 0996337/0 MA (2) 

 

 ARIMA و ANN ،GMDH هایمدلخروجی مقایسه نتایج  4شکل
مشاهداتی ایستگاه مورد مطالعه برای دو سال آخر دوره  دبی را نسبت به

توانسته  ANN است مدلدهد. همانگونه که مشخص آماری نشان می

تری از کم، تخمین دقیق با دبیهم در نقاط پیک و هم در نقاط  است
 داشته باشد.نسبت به دو مدل دیگر رواناب 

 

 
 مشاهداتی ايستگاه کناروئیه دبیو  ARIMAو  ANN ،GMDH هایمدل سازیشبیه : مقايسه نتايج4شکل 

 
 دهد که عملکرد مدلمجموع بررسی نتایج بدست آمده نشان میدر 

ANN  در مقایسه با دو مدل دیگر در تخمین رواناب حوضه مورد نظر
پارامتر  4بوده و بهترین نتایج از این مدل با لحاظ کردن  ترقابل قبول
نرون حاصل شده است. میانگین خطا در  5لایه پنهان با  1ورودی و 

ایسه با مقادیر تخمین زده شده با در مق ANN مدلتخمین رواناب با 
درصد کاهش  25/56و  23/38به ترتیب  ARIMA و GMDH مدل

شبکه عصبی مصنوعی به  رسد که مدلدر واقع به نظر می یافته است.
سبب توانایی ساختاری مناسب جهت پیدا کردن رابطه غیرخطی بین 

های با دقت بالا دادههای ورودی و خروجی، در صورت استفاده از داده
بینی ها را به خوبی فراگرفته و در پیشتواند فرآیند حاکم بر دادهمی

که نتایج بسیاری از  خود نشان دهدها، کارایی بهتری از خروجی
 از جمله تساکری و بینی روانابدر زمینه پیش تحقیقات انجام شده

(، 2020(، دهانی و همکاران )2020وسوم و دار )ب(، ت2018همکاران )
وونگ و  (،2022ساهو و همکاران )(، 2021مازومدر و همکاران )

و  27، 26، 15، 13، 12) نیز موید همین مطلب است( 2022)همکاران 
نیز نشان داد که برخی محققان . همچنین نتایج ارائه شده توسط (28

از  دقت  ANNدر مقایسه با مدل  های زمانیو سری GMDHمدل 
تواند به این علت سازی برخوردارند که این ضعف میکمتری در شبیه

سازی سری زمانی جریان ماهانه، جریان در هر ماه باشد که در شبیه
موجب کاهش  باشد و عوامل بسیاریهای ماه قبل میتابعی از جریان

 و  شودشوند که در محاسبات وارد نمییا افزایش جریان رودخانه می
های کوتاه مدت و بلند بینیدقت رضایت بخشی در پیش GMDH مدل

با نتایج حاضر سازگاری که  (29و  10) ندارد ANNمدت نسبت به مدل 
و  دارد. توجه به این مطلب ضروری است که با توجه به محدودیت

های در دسترس در هر حوضه آبریز، عملاً تفاوت ماهیت و نوع داده
قطعی یک مدل و اطمینان از کاربری دقیق آن در همه امکان پیشنهاد 

های جدید در زمینه تخمین ( و اصولاً ارائه مدل30ها وجود ندارد )حوضه
ه بتواند با قطعیت بهترین کارایی را در دهد مدلی کرواناب نشان می

تخمین رواناب داشته باشد به وجود نیامده است. لذا ضروری است که 
های مختلف مورد بررسی قرار گرفته این موضوع همواره در مورد حوضه

 و مدل مناسب بر اساس شرایط موجود معرفی گردد.   
 

 گیرینتیجه
های هوشمند شبکه عصبی در تحقیق حاضر به ارزیابی دقت مدل

 و سری زمانی GMDH هاکنترل گروهی داده، ANN مصنوعی
ARIMA  در تخمین رواناب بخشی از حوضه آبریز هلیل رود پرداخته

های بارش، دما، باد و رطوبت ماهانه یک دوره قبل در بازه شد. از داده
 سازی استفاده شد وایستگاه کناروئیه برای مدل 2015تا  1993آماری 

ه گردید. براساس ها استفادمدل های آماری برای ارزیابی دقتاز شاخص

، 042/0=RMSE (s/3m)) دقت مدلنتایج بدست آمده 
2(s/3m)100/0=MSD و (s/3m) 027/0 =MAE) ANN  نسبت به

 (s/3m)و  068/0=RMSE ،2(s/3m)005/0=MSD (s/3m)) دو مدل

056/0=MAE) GMDH  و ((s/3m) 096/0=RMSE ،2(s/3m) 
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009/0=MSD و (s/3m) 063/0=MAE) سری زمانی ARIMA 
بینی رواناب در این حوضه بالاتر است. توجه به سازی و پیشبرای مدل

های هوشمند در هر حوضه که ارزیابی دقت مدل این نکته ضروری است
و اطمینان از عملکرد آنها، همواره یک موضوع چالشی بوده و امکان 

های خاص هر ها به دلیل ویژگیمورد دقت مدلارائه نظر قطعی در 
وجود ندارد و لازم است به صورت جداگانه  های جدیدو ارائه مدل منطقه

 بررسی شود. 

 

 پیشنهادها
در مقیاس روزانه و همچنین  رواناب سازیشود فرآیند شبیهپیشنهاد می

های هوشمند و یا هیدرولوژیکی با دیگر مدلمقایسه نتایج بدست امده 
همچنین ضروری است که  مورد بررسی قرار گیرد.های ترکیبی و مدل

جهت اطمینان از قابلیت تعمیم کاربری آنها  های مذکورعملکرد مدل
 های آبریز مختلف مورد بررسی قرار گیرد.در حوضه

 

 ملاحظات اخلاقی پیروی از اصول اخلاق پژوهش
داوطلبانه و با تحقیق حاضر به صورت در کنندگان همکاری مشارکت

 .رضایت آنان بوده است
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